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Применение softmax-модели экзаменационных оценок  
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Аннотация. Актуальность исследования обусловлена необходимостью 
прогнозирования показателей успеваемости студентов для управления учебным 
процессом и повышения качества обучения. На основании обзора научных 
работ сделан вывод о необходимости построения вероятностной модели 
экзаменационного оценивания, учитывающей подготовленность студентов 
и трудность экзаменов. Для прогнозирования предложено использовать ав-
торскую модель: распределение вероятности экзаменационной оценки опре-
деляется в виде функции softmax с параметрами подготовленности студента и 
трудности экзамена для каждой градации оценки. Параметры распределения 
вычисляются численными методами по набору оценок. Распределения веро-
ятностей оценок позволяют предсказать количество оценок каждой градации 
для экзамена или академической группы, а также количество неуспевающих 
для заданных множеств студентов и экзаменов.

Методы прогнозирования были апробированы на реальном наборе 
оценок студентов одного направления обучения. По итогам обработки набора 
оценок были определены параметры подготовленности студентов и трудности 
экзаменов. Нормальное распределение отклонений оценок от математических 
ожиданий соответствующих распределений вероятностей прошло проверку 
по критерию хи-квадрат. Были вычислены показатели точности прогнози-
рования. Результаты прогнозирования сравнивались с предсказаниями, по-
лученными применением известных алгоритмов классификации. Методы на 
основе softmax-модели продемонстрировали существенно лучшие показатели 
точности прогнозирования. Другим преимуществом предложенной модели 
является определение распределений вероятностей оценок, что позволяет 
находить дисперсию и доверительный интервал любого прогноза. 
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Введение
Экзаменационное оценивание — важная часть учебного про-

цесса. Для студента оценка — это уровень его знаний и стимул для 
развития. Список всех оценок фиксируется в итоговом документе и 
свидетельствует о выполнении программы обучения и готовности вы-
пускника к профессиональной деятельности. Эти сведения использу-
ются работодателями для принятия решений о трудоустройстве.

Экзаменационные оценки определяют итоги работы преподава-
теля. Оценки по дисциплине характеризуют степень соответствия зна-
ний и умений обучающихся требованиям, определенным программой 
изучения дисциплины. Анализ оценок позволяет улучшить методику 
преподавания и технологию экзаменационного оценивания. 
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Application of the Softmax Model of Exam Grades  
for Predicting Academic Performance

Abstract. The relevance of the research stems from the need to predict student 
performance indicators in order to manage the educational process and improve the 
quality of education. Based on a review of scientific papers, it is concluded that it is 
necessary to build a probabilistic model of examination assessment, taking into account 
student ability and exam difficulty. It is proposed to use an author-developed model for 
forecasting: the probability distribution of an exam grade is defined as a softmax function 
with parameters of student ability and exam difficulty for each grade category. The 
distribution parameters are calculated numerically from a dataset of grades. The grade 
probability distributions enable the prediction of the number of grades in each category 
for an exam or academic group, as well as the number of underperforming students for 
a given set of students and exams. 

The forecasting methods were tested on an empirical dataset of student grades 
from one field of study. By processing the grade data, the parameters of student ability 
and exam difficulty were determined. The normal distribution of the deviations of the 
actual grades from the expected values of the corresponding probability distributions was 
tested using the chi-square test. The forecasting accuracy metrics were calculated. The 
prediction results were compared with the predictions generated by standard classification 
algorithms. Methods based on the softmax model demonstrated significantly higher 
forecasting accuracy. Another advantage of the proposed model is the calculation of 
grade probability distributions, which makes it possible to compute the variance and 
confidence interval for any forecast.
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Оценки характеризуют качество обучения в учебном заведе-
нии и являются основой для решения задач управления: опреде-
ление номенклатуры академических групп, планирование педаго-
гической нагрузки, повышение качества обучения. Для решения 
этих задач нужны средства анализа и прогнозирования успевае-
мости. Об актуальности этого направления исследований говорит 
большое количество публикаций на эту тему.

Дисперсионный анализ оценок [1] однозначно показывает 
неоднородность множества оценок и по экзаменам, и по экзамену-
емым: есть трудные и легкие экзамены, хорошо и плохо подготов-
ленные студенты. Выявление зависимостей оценок от различных 
факторов позволило бы использовать эти закономерности для про-
гнозирования успеваемости. 

Прогноз строится для разных показателей успеваемости. 
Прежде всего, интерес представляют персональные достижения 
обучающихся. Для прогноза в этом случае выбирают среднюю 
оценку. Средние оценки нивелируют различные случайности, со-
провождающие экзаменационное оценивание, и точнее отражают 
персональные результаты обучения. Оценки измеряются в поряд-
ковых шкалах, для которых некорректно применение усреднения. 
Вместо средних оценок используют классификацию студентов по 
учебным достижениям и прогнозируют класс обучающегося [2]. 
Прогноз может быть выполнен для оценки выпускной квалифика-
ционной работы, как общего итога обучения [3]. Прогнозирование 
оценки по дисциплине строят по данным текущей успеваемости 
[4; 5] при наличии таких сведений. 

Исходными данными для прогнозов служат уже полученные 
оценки. Для повышения точности прогнозирования используют 
дополнительные сведения:

– результаты ЕГЭ,
– персональные данные: возраст, пол,
– социальные факторы: проживание, источник финансирова-

ния обучения, сведения о родителях,
– данные текущей успеваемости [4; 5], в том числе из систем 

дистанционного обучения [6].
Многие исследователи выделяют психологические характе-

ристики как решающие факторы успешности обучения [2; 7–10]. 
Широкому применению таких характеристик для прогнозирова-
ния успеваемости препятствует высокая трудоемкость подобных 
измерений. Психологические характеристики заменяют разбиени-
ем обучающихся на классы или кластеры [11; 12] по итогам обуче-
ния. Разбиения используют для более точного выявления зависи-
мостей внутри класса или кластера.

В качестве математических моделей прогнозирования применя-
ют уравнения регрессии. Чаще всего используют линейную регрессию 
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[13–17]. В исследовании [18] отмечается отсутствие статистически 
значимых линейных связей между вступительными баллами и успе-
ваемостью обучающихся. Для описания последовательности оценок 
применяются цепи Маркова [19; 20] и рекуррентные нейронные сети 
[21], ориентированные на обработку последовательностей.

Для измерения влияния различных факторов на успеваемость 
применяются модели классификации [6; 17; 22; 12; 23]. Классами 
в модели могут быть градации оценок. В задачах классификации 
используются не только агрегированные данные успеваемости, но 
и оценки по дисциплинам. В этом случае обученный классифика-
тор может предсказывать оценку по дисциплине по персональным 
данным обучающегося. 

На точность прогнозирования оказывает влияние выполне-
ние условий применения моделей. В регрессионных зависимостях 
предполагается, что случайность отклонений однородна. Очевид-
но, что отклонения для отличников могут значимо отличаться от 
отклонений других категорий обучающихся. 

Индивидуальные способности играют существенную роль 
в обучении. Кто-то лучше понимает математические закономер-
ности, кто-то — категории искусства. В основной массе, обучаю-
щиеся демонстрируют тенденцию получать хорошие или плохие 
оценки независимо от дисциплины. Среди факторов, влияющих на 
успеваемость, рассматриваются характеристики личности, назван-
ные в [24] академическими способностями, в которые объединяют 
когнитивные, психомоторные, коммуникативные, организатор-
ские, волевые способности. Для измерения таких способностей 
используются соответствующие психологические тесты.

Каждый экзаменатор формирует собственные принципы 
выставления оценок. Понятия «трудный» и «легкий» экзамен не 
всегда связаны со сложностью дисциплины. Дисперсионный ана-
лиз демонстрирует, что оценки разных экзаменов не принадлежат 
одной генеральной совокупности. Это справедливо и в отношении 
оценок разных студентов. Таким образом, оценка зависит, с од-
ной стороны, от обучающегося, с другой — от экзамена. Оцен-
ка опосредованно измеряет и подготовленность обучающегося, и 
трудность экзамена. Для выявления таких закономерностей нужна 
специальная модель экзаменационных оценок. 

Как многие социально-психологические измерения, экзамена-
ционные оценки являются следствием известного диалектического за-
кона «закономерность прокладывает дорогу через случайность». Это 
классическая диалектическая пара «необходимость и случайность». 
Случайность — это не отсутствие закона, а форма его проявления, 
связанная с переплетением множества причин. Актуальной задачей 
является построение вероятностной модели экзаменационного оцени-
вания и прогнозирование на этой основе показателей успеваемости. 
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Материалы и методы
Различные алгоритмы классификации [25] могут быть ис-

пользованы для прогнозирования экзаменационных оценок в за-
висимости от различных факторов. Оценки в этом случае рассма-
триваются как наблюдения соответствующих классов. В отличии 
от регрессионных моделей классификаторы обучаются выделять 
любые виды влияния факторов, а не только предусмотренные 
типом функции регрессии. Особенностью алгоритмов классифи-
кации является отсутствие описания зависимости в виде форму-
лы. Например, результат обучения нейронной сети заключается в 
определении множества весовых коэффициентов для каждого из 
нескольких сотен нейронов. 

Основными исходными данными для обучения классифика-
торов являются оценки, каждая из которых связана со студентом и 
экзаменом. Множество оценок студента неявно характеризует его 
академические способности. Точно так же множество оценок экза-
мена характеризует особенности соответствующей технологии оце-
нивания. Из личных дел студентов можно получить дополнитель-
ные атрибуты для использования в алгоритмах классификации.

Наиболее детально проработаны показатели бинарной клас-
сификации. Мультиклассовую классификацию можно свести к би-
нарной, выделяя некоторый класс как основной, а все остальные 
классы объединяя в противоположный класс.

В бинарной классификации каждое наблюдение относят к 
одному из следующих случаев:

– TP (True Positive): верно предсказанный «положительный» 
класс;

– FP (False Positive): ошибочно предсказанный «положитель-
ный» класс (ошибка первого рода);

– FN (False Negative): ошибочно предсказанный «отрица-
тельный» (ошибка второго рода);

– TN (True Negative): верно предсказанный «отрицательный» 
класс.

Кроме общей точности предсказания

CA = common accuracy =  
TP + TN

TP + FP + FN + TN  

вводят специальные метрики:
– точность — «качество положительных прогнозов» 

Precision =  
TP

TP + FP  
 

;

– полнота или True Positive Rate — «охват положительного 
класса» 
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TPR = Recall =  
TP

TP + FN  
 

;

– F1-score (F1-мера) — гармоническое среднее между точно-
стью и полнотой, которое принимает значения от 0 до 1, где 1 — 
идеальная модель

F1 = 2 
Precision ∙ Recall 

Precision + Recall   
 

;

– специфичность или True Negative Rate — характеристика 
качества классификации отрицательного класса

TNR = Specificity =  
TN

TN + FP  
 

.

Принадлежность к классу в бинарном случае классифика-
торы решают просто, если вероятность положительного класса 
больше 0,5, то наблюдение относят к положительному классу. 
Для повышения надежности прогнозирования положительного 
класса вводят специальную точку отсечения — вероятность, на-
чиная с которой наблюдение относят к положительному классу. 
Для каждого значения точки отсечения можно вычислить пол-
ноту — TPR и долю ошибок среди наблюдений положительно-
го класса FPR. Кривая, соединяющая точки x = FPR, y =TPR для 
каждого значения точки отсечения, носит название ROC-кривой 
(Receiver Operating Characteristic). Площадь под ROC-кривой яв-
ляется интегральной характеристикой классификатора и носит 
название AUC (Area Under Curve). Чем ближе AUC к 1, тем выше 
качество классификации.

В качестве альтернативы алгоритмам классификации пред-
лагается вероятностная модель оценки. Модели оценок, в которых 
вероятность оценки зависит от подготовленности обучающегося и 
от трудности задания, использует современная теория тестирова-
ния — Item Response Theory (IRT). В модели, предложенной Геор-
гом Рашем [26; 27] (Georg Rasch) для описания бинарных оценок 
за тестовые задания, вероятность 

𝑃𝑃�𝑋𝑋𝑖𝑖𝑖𝑖 = 1� =
exp(𝜃𝜃𝑖𝑖)

exp(𝜃𝜃𝑖𝑖) + exp�𝛿𝛿𝑗𝑗 �
=

exp�𝜃𝜃𝑖𝑖 − 𝛿𝛿𝑗𝑗 �
1 + exp�𝜃𝜃𝑖𝑖 − 𝛿𝛿𝑗𝑗 �

 

правильного ответа i-го тестируемого на j-е задание зависит от па-
раметра θi подготовленности студента и параметра δj трудности за-
дания. Параметры не наблюдаются непосредственно и называются 
латентными. Данную модель характеризуют как однопараметриче-
скую, так как она зависит от разности латентных параметров θi – δj.
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Используется несколько модификаций модели Раша с допол-
нительными параметрами. В тестовых заданиях могут использо-
ваться политомические шкалы, для которых применяется Partial 
Credit Model (PCM) [28]. В PCM вероятность выбора 

𝑃𝑃�𝑋𝑋𝑖𝑖𝑖𝑖 = 𝑘𝑘� =
exp�𝑘𝑘𝑘𝑘𝑖𝑖 − ∑ 𝛿𝛿𝑗𝑗𝑗𝑗

𝑘𝑘
𝑙𝑙=0 �

∑ 𝑒𝑒𝑒𝑒𝑒𝑒�∑ �𝜃𝜃𝑖𝑖 − 𝛿𝛿𝑗𝑗𝑗𝑗 �ℎ
𝑙𝑙=0 �𝐾𝐾

ℎ=0
 

 

,

где k ∈ {0,1, ..., K} — градация оценки, зависит от подготовленно-
сти студента θi и трудности δjl l–го шага j–го задания (δj0= 0).

Для повышения точности моделирования предлагается ис-
пользовать параметры влияния индивидуальных характеристик об-
учающегося на вероятность каждой градации оценки. В работе [29] 
для описания распределения вероятностей градаций оценки пред-
ложено использовать функцию softmax — многомерную сигмоиду

𝑝𝑝𝑖𝑖𝑖𝑖𝑖𝑖 = 𝑃𝑃�𝑋𝑋𝑖𝑖𝑖𝑖 = 𝑘𝑘� =
exp�𝜃𝜃𝑖𝑖𝑖𝑖 − 𝛿𝛿𝑗𝑗𝑗𝑗 �

∑ exp�𝜃𝜃𝑖𝑖ℎ −𝛿𝛿𝑗𝑗 ℎ �𝐾𝐾
ℎ=0

   ,	 (1)

где k = 0, ..., K — номер градации оценки в политомической шкале,
K — максимальный номер градации в шкале,
θik — подготовленность i-го обучающегося добиться k-й гра-

дации,
δjk — трудность добиться k-й градации на j-м экзамене.
Оценки — случайные величины {Xij} — полагаются незави-

симыми в совокупности.
Методом максимального правдоподобия находятся уравне-

ния, связывающие оценки и латентные параметры. Уравнения ре-
шаются итерационными методами. Процесс сходится к одному из 
возможных решений — все параметры определяются с точностью 
до некоторого общего для всех параметров смещения. На распре-
деление вероятностей смещение не влияет, так как вероятность (1) 
зависит от разностей параметров подготовленности и трудности и 
не зависит от общего смещения.

Полезность модели можно оценить коэффициентом де-
терминации

𝑅𝑅2 = 1 −
𝐷𝐷[𝑋𝑋|𝜃𝜃, 𝛿𝛿]

𝐷𝐷[𝑋𝑋] = 1 − ��𝑥𝑥𝑖𝑖𝑖𝑖 − 𝑀𝑀�𝑋𝑋𝑖𝑖𝑖𝑖 ��2 ��𝑥𝑥𝑖𝑖𝑖𝑖 − 𝑥̅𝑥�2�  ,

который определяет «долю изменчивости» описываемой моделью, 
т.е. долю выявленной зависимости в общем разбросе значений. 
Коэффициент детерминации меньше единицы в силу случайности 
формирования оценок. Конечно, к случайности будут отнесены за-
висимости, которые модель игнорирует. 
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Распределение вероятностей (1) предлагается использовать 
для предсказания оценок. В качестве предсказания можно исполь-
зовать математическое ожидание, однако, в этом случае предска-
занное значение может быть дробным. Мода в качестве предсказа-
ния может значительно отличаться от математического ожидания. 
Распределение вероятностей дает наиболее точное представление 
о шансах получения определенной градации оценки.

Предсказание неудовлетворительной оценки P{Xij = 0} по 
формуле (1) может сыграть роль психологического стимула для 
обучающегося. Для управления учебным процессом полезным мо-
жет быть предсказание количества Mj

(k) оценок k-й градации для 
j-го экзамена в виде математического ожидания

𝑀𝑀 �𝑀𝑀𝑗𝑗
(𝑘𝑘)� = � 𝑃𝑃�𝑋𝑋𝑖𝑖𝑖𝑖 = 𝑘𝑘�

𝑖𝑖

 ,

где суммирование выполняется по всем обучающимся, сдающим 
j-й экзамен. Так как количество оценок k-й градации является сум-
мой бернуллиевских случайных величин, то можно рассчитать ее 
дисперсию

𝐷𝐷 �𝑀𝑀𝑗𝑗
(𝑘𝑘)� = ∑ 𝑃𝑃�𝑋𝑋𝑖𝑖𝑖𝑖 = 𝑘𝑘��1 − 𝑃𝑃�𝑋𝑋𝑖𝑖𝑖𝑖 = 𝑘𝑘��𝑖𝑖 . .

Аналогичным суммированием по множеству оценок может 
быть рассчитано математическое ожидание количества оценок k-й 
градации для студента или академической группы. Наиболее кри-
тичным для вуза является количество задолженностей Mj

(0). Приве-
денные формулы позволяют спрогнозировать среднее количество 
задолжников и построить соответствующие интервальные оценки.

Вероятность того, что студент окажется задолжником 

𝑃𝑃𝑖𝑖
(0) = 1 − ��1 − 𝑃𝑃�𝑋𝑋𝑖𝑖𝑖𝑖 = 0��

𝑗𝑗

 

может быть использована для прогнозирования количества за-
должников N(0) по итогам сессии в виде математического ожидания 

𝑀𝑀�𝑁𝑁(0)� = ∑ �1 − ∏ �1 − 𝑃𝑃�𝑋𝑋𝑖𝑖𝑖𝑖 = 0��𝑗𝑗 �𝑖𝑖 . .

Результаты
Для апробации алгоритмов предсказания использовался на-

бор из 4262 оценок 176 студентов одного направления обучения по 
52 дисциплинам. Набор прошел предварительную очистку — из 
него были удалены студенты и дисциплины, у которых оказалось 
меньше 10 оценок, для соблюдения условий надежности статисти-
ческих выводов. Дополнительно оценки были заменены номерами 
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классов: 0 — оценка «неудовлетворительно», 1 — оценка «удов-
летворительно», 2 — оценка «хорошо», 3 — оценка «отлично».

Были выбраны следующие классификаторы:
– Tree — классифицирующее дерево;
– Random Forest — случайный лес, включающий 50 класси-

фицирующих деревьев;
– AdaBoost — адаптивный бустинг, использующий 50 клас-

сификаторов;
– kNN — алгоритм k=5 ближайших соседей;
– Neural Network — нейронная сеть с одним внутренним сло-

ем из 100 нейронов;
– Naive Bayes — наивный байесовский классификатор;
– Logistic Regression — логистическая регрессия.
Итоги обучения классификаторов приведены в табл. 1. Наи-

лучшую точность классификации продемонстрировал случайный 
лес. На рис. 1 приведены ROC-кривые классификаторов. Визуаль-
но кривая для случайного леса выглядит более выпуклой, что под-
тверждается показателем AUC — площадью под ROC-кривой.

Таблица 1
Итоги обучения классификаторов

Классификатор AUC CA F1 Precision Recall
Random Forest 0,7498 0,5221 0,5068 0,5240 0,5221
AdaBoost 0,6969 0,5195 0,5171 0,5168 0,5195
Neural Network 0,6905 0,4730 0,4599 0,4668 0,4730
Tree 0,6520 0,4587 0,4569 0,4614 0,4587
Naive Bayes 0,6526 0,4108 0,3850 0,4512 0,4108
kNN 0,6362 0,4420 0,4414 0,4410 0,4420
Logistic Regression 0,5527 0,2349 0,2178 0,3198 0,2349

На рис. 2 приведена матрица ошибок «случайного леса».
Дополнительные сведения о значимости факторов позволяет 

получить классификатор Random Forest. При построении дерева 
решений алгоритм выбирает для очередного ветвления дерева тот 
фактор, который максимально снижает неоднородность классов 
в дочерних узлах. Общее снижение неоднородности по всем уз-
лам, где использовался фактор, и является мерой его важности. 
Для классификатора Random Forest снижение неоднородности для 
каждого фактора усредняется и нормируется.

Другой метод Permutation importance оценивает, насколько 
сильно ухудшится точность уже обученной модели, если значения 
конкретного фактора будут случайно перемешаны. Этот метод бо-
лее универсален, так как может применяться к любой модели. 

Данные по оценке значимости факторов, приведенные в табл. 2, 
подтверждают наибольшее влияние на оценку экзамена и обучающе-
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Logistic Regression 0,5527 0,2349 0,2178 0,3198 0,2349 

 
Рис. 1. ROC графики классификаторов для класса 0  

«неудовлетворительно»
 

 

Рис. 2. Матрица ошибок классификатора «случайный лес»

гося (суммарная мера важности факторов, связанных со студентом и 
экзаменом составляет 0,635). Следующую группу факторов влияния с 
малыми значениями меры важности образуют оценки ЕГЭ (суммар-
ная мера 0,276). Прочие малозначимые факторы влияют с суммарной 
мерой 0,049. Коэффициент детерминации для предсказания класса ал-
горитмом «случайный лес» составил 0,549.
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Таблица 2
Влияние факторов на точность классификации

Фактор
Мера важно-
сти фактора 
Random Forest

Мера важно-
сти фактора 
Permutation 
importance

Среднеквадратич-
ное отклонение 
меры важности

Студент 0,2242 0,1459 0,0033
Экзаменатор 0,1277 0,2718 0,0042
Экзамен 0,1050 0,0857 0,0025
Дисциплина 0,1001 0,0664 0,0018
ЕГЭ: Русский язык 0,0955 0,0780 0,0034
ЕГЭ: Информатика и 
ИКТ 0,0866 0,0694 0,0029

ЕГЭ: Математика 0,0775 0,0477 0,0026
Семестр 0,0706 0,0536 0,0030
Год поступления 0,0450 0,0300 0,0015
Пол 0,0244 0,0868 0,0028
Тип финансирования 0,0221 0,1187 0,0049
ЕГЭ: Обществознание 0,0164 0,0022 0,0004
Вид аттестации 0,0049 0,0019 0,0003

Softmax-модель является альтернативой применению клас-
сификаторов для предсказания оценки. По результатам обработки 
набора оценок точность модели (доля правильно предсказанных 
оценок) составила 0,632. Отклонения от математического ожида-
ния прошли проверку на нормальное распределение по критерию 
хи-квадрат с уровнем значимости 0,05. Гистограмма отклонений 
приведена на рис. 3. Близость вероятностного распределения откло-
нений к нормальному свидетельствует об адекватном описании за-
кономерностей формирования оценки с помощью softmax-модели.

Таблица 3 содержит матрицу ошибок softmax-модели, в ко-
торой указано соответствие предсказаний оценок и наблюдений. 
Для предсказания использовалась наиболее вероятная градация 
оценки. По диагонали размещено количество совпадений предска-
заний с наблюдениями для каждой градации оценки. 

Таблица 3
Матрица ошибок предсказания оценок softmax-модели

Оценки Предсказания
0 1 2 3 Всего

Н
аб
лю

де
ни
я 0 106 99 23 1 229

1 48 803 304 55 1210
2 11 277 1123 280 1691
3 1 70 399 662 1132

Всего 166 1249 1849 998 4262
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Рис. 3. Гистограмма отклонений оценок от математических  

ожиданий для softmax-модели

На рис.4 приведены ROC-кривые для четырех классифика-
ций (каждая градация оценки против остальных). Рисунок 4 де-
монстрирует, что точнее всего softmax-модель предсказывает неу-
довлетворительные оценки по критерию AUC.

В табл. 4 приведен расчет показателей успеваемости одной 
дисциплины. Аналогично могут быть спрогнозированы показате-
ли успеваемости любого множества оценок: для преподавателя, 
студента, группы или курса. 

Таблица 4
Показатели дисциплины «Исследование операций»

Оценка (k) Прогноз 𝑀𝑀�𝑀𝑀𝑗𝑗
(𝑘𝑘)� Дисперсия 𝐷𝐷�𝑀𝑀𝑗𝑗

(𝑘𝑘)� СКО �𝐷𝐷 �𝑀𝑀𝑗𝑗
(𝑘𝑘)� 

0 11,0 7,212 2,686
1 36,0 16,632 4,078
2 32,0 18,230 4,270
3 20,0 10,940 3,308

Обсуждение
Сравнивались алгоритмы классификации и softmax-модель с 

латентными параметрами, которая позволяет определить вероят-
ностное распределение каждой оценки в зависимости от латент-
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Рис. 4. ROC-кривые для предсказания классов (градаций)  

оценок softmax-модели

ных параметров обучающихся и экзаменов. Softmax-модель про-
демонстрировала наибольшую точность предсказания, несмотря 
на использование меньшего количества данных — использовалось 
влияние на оценки только студентов и экзаменов.  

Законы распределения вероятностей оценок позволяют ре-
шать разнообразные задачи прогнозирования, начиная с индиви-
дуальных прогнозов оценок определенного экзамена и заканчивая 
прогнозом интегральных показателей успеваемости для групп, об-
учающихся или экзаменов. Знание вероятностных распределений 
позволяет решать задачи не только точечного, но интервального 
оценивания.

Апробация модели на репрезентативном наборе данных про-
демонстрировала ее адекватность и возможность применения для 
решения задач прогнозирования. 

Заключение
Для всех статистических методов надежность выводов зависит 

от количества и репрезентативности наблюдений. Качество прогнози-
рования может быть улучшено увеличением количества оценок, на-
пример, использованием оценок текущей успеваемости. Для исполь-
зования дополнительных характеристик обучающихся предложенная 
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модель нуждается в использовании дополнительных параметров или в 
учете их влияния на используемые латентные параметры. 

В softmax-модели закономерности формирования экзамена-
ционной оценки определяются латентными параметрами соответ-
ствующих вероятностей. От IRT аналогов модель отличается более 
простой формой записи законов распределения вероятностей и на-
борами латентных параметров подготовленности обучающихся и 
трудностей экзаменов для каждой градации оценки. Конструктив-
ность такого описания подтверждена обработкой репрезентативно-
го набора данных. Практическая значимость исследования заклю-
чается в возможности предсказания показателей успеваемости.

Применение прогнозирования показателей успеваемости по-
зволяет перейти к превентивным мероприятиям для снижения ко-
личества неудовлетворительных оценок и задолжников.
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